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Resumo— Nos últimos anos, a utilização do termo Grandes
Conjuntos de Dados (Big Data) vêm se expandindo. Grandes
empresas vêm criando ferramentas para tratar e analisar dados,
aplicando tecnologias de Big Data. No âmbito da Força Aérea
Brasileira (FAB), ocorrem situações análogas com dados gera-
dos em fluxo contı́nuo. Este artigo apresenta um modelo para
análise de dados operacionais da FAB, utilizando tecnologias de
Big Data. Define os principais conceitos de interesse da FAB
envolvendo estas tecnologias e apresenta os principais frameworks
utilizados para análise de Big Data: Hadoop e Spark, além de
potenciais aplicações e vantagens em comparação com ambientes
tradicionais de análise de dados. O modelo proposto é fruto de
uma pesquisa metodológica e reporta alguns resultados esperados,
partindo da aplicação dos principais conceitos envolvendo Big
Data. A principal contribuição da pesquisa envolve o modelo
proposto nos frameworks Hadoop e Spark para análise de dados
operacionais da FAB.
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I. INTRODUÇÃO

Esta pesquisa tem por objetivo apresentar conceitos e tec-
nologias de Grandes Conjuntos de Dados (Big Data), sua
aplicabilidade e capacidade em agregar valor à Força Aérea
Brasileira (FAB).

A aplicação desses conceitos e tecnologias pode ser realizada
utilizando-se um modelo para análise de dados operacionais
gerados por aeronaves, dispositivos móveis, computadores,
sensores, provas, entre outros dados gerados por Esquadrões
Aéreos.

A. Contextualização

Na última década, o conceito de Big Data vem ganhando
espaço na comunidade cientı́fica e tecnológica [1]. Para exem-
plificar o momento atual pelo qual a humanidade vem passando
em relação à Era da Informação, 90% de todos os dados
existentes no mundo foram gerados apenas em 2019 e 2020 [2].
Ferramentas tradicionais para análise de dados vêm sendo con-
sideradas ineficientes para tratar grandes conjuntos de dados
originados de diversas fontes, estruturados e não estruturados
[3].
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Na FAB, o cenário não é diferente. As aeronaves vêm
se tornando cada vez mais tecnológicas [4] e a diversidade
de missões vem crescendo consideravelmente [5]. Na atual
conjuntura brasileira, com recursos humanos e financeiros li-
mitados, equipamentos complexos e sofisticados e aumentando
de valor [6], armazenar, processar, recuperar e analisar dados
operacionais têm se transformado em grandes desafios.

As ferramentas para análise de Big Data, por meio da
utilização de software livre, e as grandes quantidades de hard-
ware tradicional disponı́vel no mercado envolvendo computa-
dores pessoais [7] vêm representando uma alternativa possı́vel
de ser adotada pela comunidade tecnológica para superar esses
grandes desafios.

Essa abordagem pode propiciar maior eficiência e menor
custo [8], desde que o ambiente de dados seja devidamente
preparado, tornando-o pronto para a aplicação de algoritmos
de Inteligência Artificial (IA) e suas derivações, mesmo dentro
do âmbito de Big Data. O objetivo é extrair, de forma eficiente,
informações e conhecimentos, a partir de dados armazenados
como: horas de voo, notas de cursos, precisões de lançamentos,
provas, sensores, atividades operacionais, dentre outros, de
diferentes aeronaves e Esquadrões Aéreos.

B. Organização do Artigo

A Seção II define o termo Big Data, de acordo com
o contexto apresentado. Na Seção III, são apresentados os
arcabouços de software (frameworks) Hadoop e Spark. Em
seguida, a Seção IV mostra os tipos de dados operacionais
que a FAB necessita analisar, seguida pela Seção V, que traça
um paralelo entre dados operacionais da FAB e as tecnologias
citadas nas Seções anteriores, juntamente com as vantagens de
sua implantação. Assim, o Modelo Proposto é apresentado na
Seção VI. Por fim, a Seção VII sintetiza as conclusões do que
foi apresentado nas Seções anteriores, com recomendações e
sugestões para trabalhos futuros.

II. CONCEITUAÇÕES

Esta seção apresenta as principais tecnologias e conceitos
relevantes utilizados na concepção do modelo proposto desta
pesquisa, que vêm sendo empregados por empresas como a
Microsoft, Twitter, Facebook, entre outras [9], [10], e que
possuem potencial aplicabilidade no âmbito da FAB.
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A. O que é Big Data

A Tecnologia de Grandes Conjuntos de dados (Big Data)
envolve quantidades e variedades de dados que os sistemas
computacionais tradicionais não são capazes de armazenar,
processar e recuperar.

Esse termo surgiu em 1997 [11], e começou a ser largamente
difundido em meados de 2005, acompanhando a popularização
da Internet [12], quando grandes companhias como Yahoo e
Google perceberam a incapacidade de sistemas e ferramentas
tradicionais de Banco de Dados suportarem as grandes quanti-
dades de dados que recebiam e começaram a buscar alternativas
de soluções mais viáveis [13].

Desde então, vêm surgindo ferramentas inovadoras como
as propiciadas pelo framework Hadoop, baseadas em pro-
cessamento distribuı́do e algoritmos preparados para serem
executados a partir de componentes de hardware agrupados
(clusters) [13].

Embora algumas definições tenham sido criadas ao longo
dos anos, como as sintetizadas na Tabela I, o conceito de
Big Data deve ser analisado e atualizado de acordo com o
contexto em que ele se encontra inserido. As caracterı́sticas de
Grandes Conjuntos de Dados (Big Data) geradas pela Google
são diferentes das caracterı́sticas de Big Data geradas por
organizações militares, devido às caracterı́sticas únicas de cada
Organização.

TABELA I: As definições de Big Data.

Autor Definição

DEMCHENKO
(2013) [14]

É um volume massivo de dados estruturados
e não estruturados complexo de se processar
utilizando apenas técnicas tradicionais de Banco
de Dados.

DUMBILL
(2012) [15]

São dados que excedem a capacidade de pro-
cessamento de Sistemas de Banco de Dados
convencionais.

GOULARTE;
ZILBER;
PEDRON
(2015) [16]

Além de ser um conjunto de ferramentas, agrega
a geração de novas tecnologias e arquiteturas
projetadas para se extrair valor econômico de
grandes volumes de dados.

MANYIKA
(2011) [17]

Refere-se a Banco de Dados cujo tamanho trans-
cende à capacidade de softwares e ferramentas
tradicionais em capturar, armazenar, gerenciar e
analisar dados.

SCHÖNBERGER-
MAYER E
CUKIER (2013)
[18]

Refere-se a processamentos em grande escala,
impossı́veis de serem realizados em proporções
inferiores para se extrair ideias inovadoras e criar
formas originais de geração de valor capazes de
alterar: mercados, organizações, relações entre
cidadãos e governos, entre outros fatores.

As suas caracterı́sticas inerentes são frequentemente deno-
minada de “Vs” do Big Data e costumam auxiliar na definição
e no entendimento do fenômeno Big Data, mostrando sua
complexidade e importância para cenários contemporâneos e
futuros. Atualmente, cinco caracterı́sticas costumam aparecer
frequentemente na literatura definidos por [14], conforme mos-
tradas na Fig. 1 e brevemente descritas a seguir:

1) Volume - caracterı́stica marcante, envolvendo tamanho
de dados;

2) Velocidade - dados gerados com velocidade, que neces-
sitam de rápidas análises;

3) Variedade - dados coletados em diferentes formatos,
estruturados ou não estruturados;

4) Veracidade - dados reais e confiáveis; e

5) Valor - dados contendo valores adicionados para propi-
ciar análises.

II. BIG DATA DEFINITION AND ANALYSIS 

A. Big Data Nature in e-Science and Industry 

Science has been traditionally dealing with challenges to 

handle large volume of data in complex scientific research 

experiments. Scientific research typically includes collection 

of data in passive observation or active experiments which aim 

to verify one or another scientific hypothesis. Scientific 

research and discovery methods typically are based on the 

initial hypothesis and a model which can be refined based on 

the collected data. The refined model may lead to a new more 

advanced and precise experiment and/or the previous data re-

evaluation. Another distinctive feature of the modern scientific 

research is that it suggests wide cooperation between 

researchers to challenge complex problems and run complex 

scientific instruments. In industry, private companies will not 

share data or expertise. When dealing with data, companies 

will intend always keep control over their information assets. 

They may use shared third party facilities, like clouds, but 

special measures need to be taken to ensure data protection, 

including data sanitization. It might be also a case that 

companies can use shared facilities only for proof of concept 

and do production data processing at private facilities. In this 

respect, we need to accept that science and industry can't be 

done in the same way, and consequently this will be reflected 

in a way how they can interact and how the Big Data 

infrastructure and tools can be built. 

With the digital technologies proliferation into all aspects 

of business activities and emerging Big Data technologies the 

industry is entering a new playground when it needs to use 

scientific methods to benefit from the possibility to collect and 

mine data for desirable information, such as market prediction, 

customer behavior predictions, social groups activity 

predictions, etc.  

A number of discussions and blog articles [4, 5, 6] suggest 

that the Big Data technologies need to adopt scientific 

discovery methods that include iterative model improvement 

and collection of improved data, re-use of collected data with 

improved model.  

We can quote here a blog article by Mike Gualtieri from 

Forrester [7, 8, 9]:“Firms increasingly realize that [big data] 

must use predictive and descriptive analytics to find 

nonobvious information to discover value in the data. 

Advanced analytics uses advanced statistical, data mining and 

machine learning algorithms to dig deeper to find patterns that 

you can’t see using traditional BI (Business Intelligence) tools, 

simple queries, or rules.” 

B. 5 Vs of Big Data 

Despite the “Big Data” became a new buzz-word, there is 

no consistent definition for Big Data, nor detailed analysis of 

this new emerging technology. Most discussions are going 

now in blogosphere in which however the most significant 

features and incentives of the Big Data are identified and 

became commonly accepted. In this section we will attempt to 

summarise available definitions and propose a consolidated 

view on the generic Big Data features that would help us to 

define requirements to supporting Big Data infrastructure and 

in particular Scientific Data Infrastructure. 

As a starting point, we can refer to the simple definition 

given in [10]: “Big Data: a massive volume of both structured 

and unstructured data that is so large that it's difficult to 

process using traditional database and software techniques.”  

Related definition of the data-intensive science is given in 

the book “The Fourth Paradigm: Data-Intensive Scientific 

Discovery” by the computer scientist Jim Gray [11]: “The 

techniques and technologies for such data-intensive science 

are so different that it is worth distinguishing data-intensive 

science from computational science as a new, fourth paradigm 

for scientific exploration.”  

In a number of discussion blogposts and articles Big Data 

are attributed to have such characteristics as Volume, 

Velocity, and Variety called “3 Vs of Big Data”. Based on our 

analysis and concurring with some other articles [5, 6, 12] we 

intend to propose wider definition of Big Data as 5 Vs: 

Volume, Velocity, Variety and additionally Value and 

Veracity.  

Figure 1 below illustrates the features related to 5 Vs 

which we analyse below. 

 

 
Figure 1. 5 Vs of Big Data 

1) Volume 

Volume is the most important and distinctive feature of 

Big Data which impose additional and specific requirements to 

all traditional technologies and tools currently used.   

In e-Science, growth of data amount is caused by 

advancements in both scientific instruments and SDI. In many 

areas the trend is actually to include data collections from all 

observed events, activities and sensors what became possible 

and is important for social activities and social sciences. 

Big Data volume includes such features as size, scale, 

amount, dimension for tera- and exascale data recording either 

data rich processes, or collected from many transactions and 

stored in individual files or databases – all needs to be 

accessible, searchable, processed and manageable. 

Two examples from e-Science give also different 

characters of data and also different processing requirements, 

such as: 

Large Hadron Collider (LHC) produces in average 5 PB 

data a month  that are generated in a number of short collisions 
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Fig. 1: Os 5 “Vs” do Big Data. (Adaptado de [14])

Embora o tamanho de Big Data geralmente receba destaque,
a falta de estruturação representa o seu principal desafio, difi-
cultando suas análises [19], pois dados costumam se originar
de diversas fontes e em diversos formatos.

Alguns autores vêm agregando caracterı́sticas às definições
de Big Data, porém algumas dessas caracterı́sticas extras
sintetizadas a seguir ainda não possuem consenso na literatura:

• Viabilidade - relacionamento entre variáveis e padrões
[20];

• Venalidade - caracterı́stica de se projetar os dados para
venda [20];

• Variabilidade - variações no significado de Big Data [21];
• Visualização - onde os resultados devem ser de fácil

visualização por seus utilizadores [21];
• Validade - os dados podem não ser necessários para

análises, apesar de sua corretude [22]; e
• Volatilidade - os dados perdem seu valor com o passar

do tempo [22].
A partir da explosão da Internet e com o crescimento

de grandes empresas na área, o fenômeno de Big Data se
transformou em um conjunto de tecnologias.

Além disso, essas tecnologias vêm aumentando de im-
portância e já se encontram presentes no cotidiano das
populações do mundo inteiro a tal ponto que, atualmente,
a informação vem se transformando no principal ativo de
empresas, tendendo a aumentar cada vez mais sua valia, quando
analisada corretamente.

B. Dados Estruturados x Não estruturados

Grandes Conjuntos de Dados, normalmente, possuem dados
que podem ser classificados como estruturados e não estrutu-
rados.

Os dados estruturados podem ser organizados em tabelas.
Um Sistema Gerenciador de Bancos de Dados Relacional
(SGBDR) pode hospedar e propiciar o relacionamento de dados
estruturados por meio de chaves primárias (que identificam re-
gistros) e chaves estrangeiras (que identificam relacionamento
entre entidades) [23].

Os dados não estruturados não podem ser organizados em
tabelas com relacionamentos. Portanto, eles não podem ser
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analisados por ferramentas tradicionais. Eles podem ser ori-
ginados: de arquivos de texto (como postagens no Facebook);
de imagens; de documentos em PDF; ou até mesmo de ou-
tras mı́dias, não assumindo formatos determinados. Para seus
armazenamentos, faz-se necessária a utilização de Bancos de
Dados Não relacionais [24].

Além das duas classificações anteriores, podem existir
também dados semiestruturados. Estes dados são semelhan-
tes aos dados estruturados, porém com formatos diferentes,
tornado difı́cil e onerosa sua classificação em tabelas rela-
cionais. Apesar destes dados semiestruturados poderem ser
tratados com o uso de SGBDRs, as ferramentas não relacionais
costumam lhes propiciar melhores desempenhos para seus
tratamentos [25].

Embora um ambiente de Big Data possa ser constituı́do de
qualquer formato de dado relacional ou não relacional, grande
parte deste ambiente, normalmente, costuma ser formada de
dados semi ou não estruturados, tornando suas análises mais
difı́ceis e trabalhosas, até mesmo impossı́veis, se utilizadas
apenas ferramentas tradicionais [19].

III. OS frameworks DE ANÁLISE DE DADOS

Esta Seção apresenta os frameworks e ferramentas de ar-
mazenamento, recuperação e análise de Big Data utilizados no
modelo proposto, com suas principais caracterı́sticas, vantagens
e limitações.

A. Hadoop

O framework Apache Hadoop é composto por uma estrutura
que permite processamentos distribuı́dos de Grandes Conjuntos
de Dados (Big Data) em clusters de computadores, usando mo-
delos relativamente simples de programação. Ele foi projetado
e dimensionado para funcionar desde em um único computador
até em milhares de máquinas, cada uma oferecendo recursos
computação e armazenamento local.

Em vez de depender de grandes capacidades de hardware
para fornecer alta disponibilidade, o framework foi projetado
para detectar e tratar falhas na camada de aplicativo, oferecendo
serviços com alta disponibilidade por meio de clusters de
computadores simples, cada um dos quais sujeito a falhas [26].

O framework Hadoop foi criado por Doug Cutting e Mike
Cafarella, baseado nas publicações “The Google File System”
(2003) [27] e “MapReduce: Simplified Data Processing on
Large Clusters” (2004) [28], que passaram a utilizar o para-
digma de programação MapReduce para tratamento de dados
em ambientes distribuı́dos.

Assim, em 2006, foi concebido o Hadoop, considerado
atualmente como um framework com ferramentas mais efici-
entes para análises de dados em grande escala, contendo uma
estrutura gratuita e de código aberto (open-source).

O framework Hadoop possui como ferramentas principais:
o Hadoop Distributed File System (HDFS) e o MapReduce.

O HDFS representa a principal ferramenta e sistema de
arquivos do Hadoop. Ele se utiliza do poder de agrupamento
de computadores (em clusters), é capaz de armazenar dados
de forma segura e rápida, além de oferecer tolerância a falhas.
Diversas ferramentas atuais de Big Data se utilizam do HDFS
como base para análises de dados.

O MapReduce é uma ferramenta do Hadoop que propicia
a realização de análises e recuperações de dados armazenados

no sistema de arquivos HDFS. Ele baseia-se no paradigma de
programação de mesmo nome e propicia utilização eficiente do
poder de processamento distribuı́do do Hadoop.

Desde sua criação, o framework Hadoop vem recebendo
atualizações e possuindo equipes crescentes de colaboradores,
que desenvolvem dezenas de programas utilizando o Hadoop,
facilitando coletas de dados, por meio de ferramentas como o
HBase (ferramenta de banco de dados não relacional) e o Hive
(que utiliza uma linguagem semelhante ao SQL para tratamento
de dados estruturados) [29].

Dentre as principais ferramentas do Hadoop, destacam-se
os já citados Apache Hive e Apache HBase, que vêm sendo
aplicados nesta pesquisa. O Hive é uma ferramenta de Ar-
mazém de Dados (Data Warehouse) utilizado para armazenar
dados no HDFS de forma estruturada, utilizando a linguagem
HQL (Hive Structured Language), muito semelhante ao SQL
e beneficiando, com isto, os profissionais com experiência em
bancos de dados tradicionais.

O HBase é uma ferramenta de banco de dados não re-
lacional, orientada a colunas, possuindo tabelas, semelhantes
às utilizadas nos bancos de dados relacionais, porém com
estruturação distinta e ingestão de diversos tipos de dados.
Ambas ferramentas foram desenvolvidas especialmente para o
Hadoop e funcionam adequadamente junto a este framework.

O Hadoop proporciona melhor desempenho do que sistemas
tradicionais de bancos de dados relacionais e não relacionais
em contextos em que a quantidade de dados se torna grande e
sua estruturação complexa.

B. Spark

O Apache Spark é um framework analı́tico unificado, con-
siderado atualmente como ultrarrápido, utilizado para pro-
cessamentos de Grandes Conjuntos de Dados (Big Data) e
de Aprendizado de Máquina (Machine Learning) [30]. Ele
é compatı́vel com dados do HDFS e pode ser executado
em clusters Hadoop, utilizando o gerenciador de recursos
YARN (Yet Another Resource Negotiator) conjuntamente com
o Hadoop.

Além disso, o Spark é capaz de processar dados no HBase,
Hive e em qualquer outro formato de entrada (InputFormat)
do Hadoop. Ele foi projetado para executar processamentos
em lotes (batches), de forma semelhante ao MapReduce, em
novas cargas de trabalho, em transmissões (streamings), em
consultas interativas e em Aprendizado de Máquina (Machine
Learning) [31].

O framework Spark foi criado em 2009 por Matei Zaharia
e vem recebendo desde então colaborações de milhares de
voluntários, possuindo mais de 300 empresas envolvidas [32].
Assim como o framework Hadoop, ele possui código aberto
(open-source) e seus colaboradores contribuem para economia
de custos de implementação e manutenção. Apesar destes be-
nefı́cios, o Spark, assim como o Hadoop, exige programadores
experientes, o que geralmente representa uma desavantagem
dos softwares de código aberto (open-source) [33].

O Spark surgiu como alternativa ao MapReduce do Hadoop.
Diferentemente deste, que realiza o processamento utilizando
o disco rı́gido, o Spark realiza o processamento, sempre que
possı́vel, utilizando a memória primária (memória RAM),
mais veloz que as memórias secundárias em discos. Em um
contexto prático, o Spark propicia a entrega de resultados
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mais rapidamente, conforme ilustrado na Fig. 2, que mostra a
execução de um algoritmo de contagem de palavras no Hadoop
e no Spark.

Cluster Comput (2017) 20:1101–1121 1107

Fig. 9 XML format

Fig. 10 Block division schematic apply to Taiwan Boulevard

Fig. 11 Spark and Hadoop
MapReduce performance
comparison

Figure 15 Read and write time duration for MAP = 12,
24, 36, 48, 60 in various replication number under the case
120GB. From above figures, one can observe that more repli-
cation number more writing time under various data size and
various MAP but reading time slightly decreases when repli-
cation number increases, as shown in Fig. 16. In conclusion,

replication 2 has the best result. In the point of view on dif-
ferent test size, writing time increases stably but reading time
decreases unstably, as shown in Fig. 17. In addition, one can
observe that both reading time and writing time are short for
bigger data file. It means once reading or writing a big data
file is efficient.

123

Fig. 2: Algoritmo de contagem de palavras executado no
Hadoop e no Spark. ([34])

Dentre as ferramentas do Spark, destaca-se o Spark SQL,
utilizado com a linguagem Python (dentre outras), possuindo
comandos semelhantes à linguagem SQL. Ele pode ser utili-
zado com o Hive e com o HBase, expandindo suas capacidades
[35]. As bibliotecas MLlib e ML, atuando com as ferramentas
do Spark, permitem aplicar mecanismos de Machine Learning
próprios para processamentos distribuı́dos.

C. Python

Python representa atualmente uma das linguagens de
programação mais utilizadas no mundo [36], devido à sua
pequena curva de aprendizado e grande quantidade de bibli-
otecas, com quase 300.000 projetos de diferentes propósitos
[37]. Os frameworks Hadoop e Spark podem ser utilizados
com Python, embora tenham sido estruturados em Java e
Scala, respectivamente. Apesar do Hadoop não possuir suporte
direto para Python, a biblioteca MRJob [38] transcreve códigos
Python para Java. O Spark possui suporte nativo para Python,
embora apresente melhor desempenho utilizando a linguagem
Scala [39].

IV. DADOS OPERACIONAIS

Anualmente, a FAB prepara um programa de instruções e
requisitos denominado Programa de Instrução e Manutenção
Operacional (PIMO), para que Esquadrões Aéreos possam
manter a operacionalidade de seus tripulantes. Este programa
envolve um conjunto de tarefas como: missões aéreas, provas e
cursos, que pilotos e demais tripulantes de aeronaves precisam
realizar para serem habilitados a exercer suas funções a bordo
de forma correta e segura.

Além dessas tarefas, são realizados em intervalos regula-
res, Exercı́cios Operacionais (EXOPs), reunindo Esquadrões
Aéreos de diferente localidades do Brasil. Os EXOPS pro-
piciam o cumprimento de diversas funções em missões das
Aviações de Caça, Transporte, Asas Rotativas, Reconhecimento
e Patrulha, bem como a realização de simulações em ar e
estudos em solo, a fim de aperfeiçoar e criar novas doutrinas
e procedimentos operacionais.

Existem, ainda, as missões regulares executadas por Es-
quadrões, de acordo com horas e tarefas previamente desig-
nadas pelo Comando de Preparo (COMPREP) e pelos demais
Comandos. Todas essas missões, tarefas e atividades costumam
gerar grandes quantidades de dados operacionais.

Eventos de crise envolvendo guerras e calamidades públicas
como na crise da falta de oxigênio da Pandemia do Vı́rus

COVID-19 na cidade de Manaus no estado do Amazonas no
inı́cio de 2021 [40] ou até mesmo incêndios como o ocorrido
na boate Kiss no estado do Rio Grande do Sul em 2013 [41]
também costumam gerar uma grandes quantidades de dados
relevantes a serem utilizadas e analisadas em planejamentos
de missões atuais e futuras.

Esses Grandes Conjuntos de Dados (Big Data) gerados
normalmente envolvem horas de voo, missões de lançamento,
fórmulas para cálculos de eficiência de lançamentos [42],
notas de provas, tipos de missões realizadas [43], testes de
condicionamentos fı́sicos [44], entre outras missões, tarefas e
atividades realizadas por tripulantes durante o ano.

Todos esses dados de grande valor agregado, necessitam
ter suas veracidades comprovadas e possuem as principais
caracterı́sticas de Big Data como: variedades de dados, di-
versidades de fontes, formatos distintos e necessidades de
comunicações, armazenamentos e seguranças. As suas análises
necessitam ser realizadas rapidamente e sempre com alto nı́vel
de confiabilidade.

V. Big Data E A FORÇA AÉREA

A maior parte dos dados operacionais da FAB são es-
truturados e semi-estruturados. Entretanto, com os avanços
tecnológicos dos últimos anos, vêm se constatando cada vez
mais a presença de dados não estruturados como: mensagens
de status e posição enviadas em tempo real a partir de compu-
tadores de aeronaves em missões para os centros de comando,
mapas ou filmagens de voos das aeronaves de caça, dados
de sensores das novas aeronaves (Gripen e KC-390), entre
outros, evidenciando a presença das caracterı́sticas de Big Data
anteriormente mencionadas.

Dentro desse contexto, a utilização de frameworks como o
Hadoop permite o armazenamento de grandes conjuntos de
dados no HDFS, gerando: economia significativa de recursos
de toda ordem, uma caracterı́stica importante para instituições
públicas; tolerância a falhas; e armazenamentos e recuperações
de dados mais rápidos e seguros, caracterı́sticas desejadas por
organizações que lidam com dados operacionais, confidenciais
e que exigem altos graus de segurança como dados das Forças
Armadas.

Também dentro desse contexto, a utilização do framework
Spark juntamente com o Hadoop, operando sobre o HDFS,
consegue aumentar a performance da análise de dados de
missões, tarefas e atividades exercidas, tornando os processos
mais rápidos, aproveitando melhor ainda cada um dos fra-
meworks [45].

A utilização da linguagem Python nesses frameworks facilita
o aprendizado e o uso do Spark e do Hadoop, por ser
uma linguagem já de conhecimento de muitos programadores,
gerando também economia de tempo e recurso na formação de
usuários e operadores de sistemas militares [46].

Com isso, o modelo proposto nesta pesquisa e descrito
a seguir acaba tornando inserções de dados mais eficientes,
utilizando menos estruturas e simplificando programações de
usuários de computadores em operações nas Forças Armadas,
propiciando que grandes conjuntos de dados não estruturados
possam ser também utilizados, processados, analisados e con-
servado em sistemas ainda mais rápidos, seguros e confiáveis.
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VI. O MODELO PROPOSTO

Para se utilizar na FAB as funcionalidades existentes em
ambientes capazes de propiciar armazenamentos, processamen-
tos, recuperações e análises de Grandes Conjuntos de Dados
(Big Data), faz-se necessária a especificação e a concepção
inicial de um modelo hı́brido que envolva tanto ambientes
tradicionais, como bancos de dados PostgreSQL, MySQL ou
MongoDB, quanto ambientes não tradicionais, como Hadoop
e Spark.

O modelo proposto nesta pesquisa envolve armazenamentos,
processamentos, recuperações e análises de dados operacionais
estruturados e não estruturados originados de diversas fontes
como: computadores de Esquadrões Aéreos, celulares, senso-
res, entre outras.

Os Grandes Conjuntos de Dados (Big Data) existentes na
FAB podem ser armazenados, processados e recuperados, tanto
em bancos de dados estruturados ou não estruturados, locais ou
em clusters, e depois repassados para sistemas distribuı́dos, por
meio do Sistema de Arquivos do Hadoop (Hadoop Distributed
File System - HDFS), utilizando ferramentas dos ambientes
Hadoop e Spark. Os frameworks estão sendo implementados no
momento desta pesquisa, para futuros testes e demonstrações
de resultados.

Assim, o modelo proposto será capaz de propiciar a
utilização de: clusters de computadores de baixo custo, para
realizar processamentos mais rápidos, seguros e distribuı́dos;
o HDFS, para armazenar e recuperar arquivos; o Hive, para
organizar dados estruturados; e o HBase para organizar dados
não estruturados.

A partir dos dados armazenados, o modelo proposto será
capaz de envolver ferramentas para recuperações e análises de
dados e informações, destacando-se entre elas o Spark SQL
e as bibliotecas Spark ML e MLlib. Com o Spark SQL, será
possı́vel recuperar e analisar dados do Hive e do HBase, por
meio de comandos similares à sintaxe de SQL.

Após a recuperação de dados, será possı́vel utilizar as
bibliotecas Spark ML e o Spark MLlib para o processamento
de dados estruturados e não estruturados, respectivamente,
aplicando-se modelos de Machine Learning especı́ficos para
armazenamento distribuı́do e com mais desempenho.

A Fig. 3 apresenta o Modelo Proposto para Análise de Dados
Operacionais da FAB utilizando tecnologias de Big Data.

A partir da especificação e concepção deste modelo pro-
posto, acredita-se que um método para análise de dados
operacionais da FAB possa ser desenvolvido, utilizando Big
Data, visando aumentar eficiência, confiabilidade e segurança
e reduzir desperdı́cios de recursos.

VII. CONCLUSÃO

Esta pesquisa objetivou apresentar apenas a especificação
e concepção inicial de um modelo para análise de dados
operacionais da Força Aérea Brasileira (FAB), como a parte
operacional do Comando da Aeronáutica (COMAER), utili-
zando ambientes de Big Data, como parte de uma pesquisa
em nı́vel de mestrado que se encontra em desenvolvimento
no Programa de Pós-graduação em Engenharia Eletrônica e
Computação na Área de Informática envolvendo o Programa de
Pós-Graduação em Aplicações Operacionais (PPGAO). Desta
forma, foram apresentadas alternativas viáveis e inovadoras
que poderão elevar o nı́vel de proficiência da FAB na área
de análise de dados.

Spark SQL

MLLib ML

HDFS

Dados
Estruturados

Dados Não -
Estruturados

Hive HBase

Dados Dados Dados

Fig. 3: Modelo Proposto para Análise de Dados Operacionais
da FAB utilizando tecnologias de Big Data

A. Recomendações

Recomenda-se que as tecnologias utilizadas devam ser ado-
tadas em clusters da própria FAB, sem a contratação de
servidores em nuvem e, se possı́vel, esses clusters possam ser
programados e configurados por técnicos devidamente capaci-
tados no âmbito das Forças Armadas, visando a manutenção da
segurança de dados e suas instalações. Recomenda-se também
que o Comando da Aeronáutica propicie o treinamento ou
a contratação de pessoal especializado na área de análise de
dados, para melhorar os nı́veis de capacitação existentes e
desenvolver sistemas computadorizados e atualizados envol-
vendo tecnologias emergentes, de forma a manter a segurança
e confidencialidade dos dados.

Para organizações que não necessitam de confidencialidade,
existem várias opções de serviços em nuvem, como o Amazon
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Web Service (AWS) ou o GoogleCloud. Estas soluções facili-
tam o uso das ferramentas, além de serem dimensionadas às
necessidades dos usuários, gerando economia.

B. Sugestões para Trabalhos Futuros

Sugere-se, para trabalhos futuros, que sejam investigadas
implantações de sistemas com interfaces amigáveis, para que os
integrantes de Esquadrões Aéreos possam realizar inserções e
análises de dados de forma autônoma, isto é, sem a necessidade
de uma equipe de TI especializada atuando diretamente, além
da extensão do modelo para outros tipos de dados na FAB,
como dados financeiros ou de pessoal.
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